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Adatbanyaszati modszerek alkalmazas a
mezogazdasagban — a gépi tanulas felhasznalasi

lehetbségei
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ZUBOR-NEMES ANNA

Kulcsszavak: adatbanyaszat, matrixfaktorizacio, gépi tanulés, agrardigitalizacio,
tesztiizemi adatok (FADN).
JEL-kéd: Cs5.

OSSZEFOGLALO MEGALLAPITASOK,
KOVETKEZTETESEK, JAVASLATOK

Az agrardigitalizacié mind szélesebb kori térnyerésével tobb egymassal szoro-
san Osszefiiggs kérdés is felmeriil. A mind nagyobb mennyiségben rendelkezésre
alloé adatok automatikusan tobb informaciét biztositanak? A hagyomanyos elemzési
maddszerek mellett és/vagy helyett milyen (ij médszerek alkalmazasa valik sziikség-
szeriivé? A cikk keretében arra kerestiik a valaszt, hogy a NAIK Agrargazdasagi Ku-
tatointézet (NAIK AKI) altal gytijtott tesztiizemi (FADN) adatok esetében milyen kér-
déseknél lehet médszerként alkalmazni a matrixfaktorizaciéos (MF) modellt. Arra az
eredményre jutottunk, hogy egy jol felépitett MF-modell hatékonyan képes tanulni
ellendrzott és megbizhat6 adatokon. Fontos tanulsag, hogy a hianyzoé adatok jellem-
z8en szisztematikusak, azaz a hianyzo6 elemek kozel minden felhasznal6nal jelent-
keznek. Két, mezdgazdasagi adatbazisok esetén gyakran el6fordulé felhasznalasi
lehetéséget azonositottunk: egyrészt lehet6ség van hianyzé adatok becslésére, mas-
részt alkalmas lehet adatszolgaltatas ellenérzésére. Az eredmények alapjan tovabbi
adatkorok esetében is érdemes megvizsgalni a moédszer alkalmazasa altal elérheté
eredményeket. Végezetiil fontos hangstlyozni, hogy a médszer alkalmazhatosaga-
nak fontos feltétele a mezégazdasagi Osszefiiggések figyelembevétele és a megvala-
szoland6 kérdés MF-problémaként torténé meghatarozasa.

BEVEZETES se, mig a pozitivak névelése (OECD, 2019).

Miés agazatokhoz hasonléan a mezdgaz-
daséigot is mind jelentGsebb mértékben be-
folyasolja a digitalizaci6. A jelen és minden
bizonnyal a j6v6 mez6gazdasagat is egyre
inkabb jellemzi, hogy az egyes tevékenysé-
gek soran mind valtozatosabb forrashdl és
mind nagyobb mennyiségben keletkeznek
digitalis adatok (Bonneau et al., 2017). En-
nek felhasznalasadhoz kapcsol6d6an szamos
remélt pozitiv kdvetkezményt meg lehet
emliteni, amelyek koziil kiemelend6 a haté-
konysag ndvelése és a termeléshez kapcso-
16d6 negativ kdrnyezeti hatasok csokkenté-

Ezek pedig mind-mind az agrargazdasag
legfontosabb kihivéasaira adhatnak hatékony
valaszt, azaz hozzjarulhatnak a novekvé
népesség élelmiszerrel torténd fenntarthatod
ellatasdhoz (Bdégel, 2018).

A mezbgazdasagi lizemek miikodéséhez
kapcsoloédoéan a leggyakrabban a precizios
gazdalkodas jelenti azt a hivészot, amely-
nek alapvetd tulajdonsaganak tekinthetd
a digitalis adatok felhasznalasa. Ugyanak-
kor a korabban hagyomanyosnak tekintett
folyamatok soran is mind nagyobb arany-
ban keletkeznek digitalis adatok. Ezaltal a
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mez6gazdasagi termelési folyamatban 4j
folyamatok, Gzleti modellek jelennek meg,
amelyek a teljes ellatasi lancra hatassal
vannak. Az okosfarmok képesek tudato-
san felhasznélni a keletkez§ adatokat, hogy
sikeresen reagaljanak a kihivasokra. A jov6-
ben azok a gazdasagok lehetnek sikeresek,
amelyek az informacios és az Uj techno-
I6giakkal szemben tamasztott igényeiket
helyesen mérik fel és meg tudjak hatarozni,
hogy szamukra milyen eszkozokbe érdemes
beruhazni, ezt képesek komplexen kezelni
és rendszerszintii megold4dsokban gondol-
kodni. Ez ugyantgy jelenti a mez6gazda-
ségi eszkozok megfelel§ teljesitményének
és kapacitasainak kivalasztasat a gazdasag
méretéhez és feldolgozasi volumenéhez
igazitva, mint gazdalkodasi dontéseket
tdmogatd informéciok forrasanak helyes
azonositasat (PWC, 2018).

Ez az adatgazdag vilag azonban szamos
kevésbé kézenfekv( kihivast is general, mi-
vel az adatgazdagsag sem jelent alland6an
tokéletes adatokat. Eppen ezért fontos lehet
annak feltarasa, hogy milyen médszertani,
analitikai eszkozok, eljarasok allnak rendel-
kezésre ezen negativ hatasok csokkentésére.

IRODALMI ATTEKINTES

Az adatbanyészat teriilete az altalanos
adatelemzési modszerek azon korlataibdl
nétt ki, amelyeket a bevezetében emlitett Gj
tipust adatallomanyok altal felvetett kihiva-
sok kezelése jelentett. Az adatbanyaszat nem
helyettesiti az adatelemzés maés teruleteit,
hanem inkabb tevékenysége nagy részének
alapjavé teszi azokat. Mig az adatbanyaszat
egyes teriiletei — mint az asszociacios elem-
zés — Ujkeletliek, mas teriileteknek — mint
aklaszterezés, az osztalyozas és a rendelle-
nesség-észlelés — mar hosszi torténete van.
Valb6jaban az adatbanyaszati kutatoknak a
meglévé modszerekre vald tAmaszkodési
hajland6saga jelentGsen hozzajarult a szak-
teriilet meger6sodéséhez, elterjedéséhez és
gyors névekedéséhez.

A teriilet egy mésik erdssége a mas te-

riilleteken kutatokkal valé egylittmiikodés
hangsulyozasa. Nem lehet eleget tenni
annak a kihivasnak, amelyet az Gj tipust
adatok elemzése jelent, az adatelemzési
modszereknek azoktél elszigetelten valo
egyszer(i alkalmazaséaval, akik ismerik az
adatokat és azt a teriiletet, amelybdl azok
szarmaznak. Gyakran a multidiszciplinaris
csoportok felépitésében val6 szakértelem
vezet adatbanyaszati projektek sikeréhez
és 1j, innovativ algoritmusok létrehoza-
sédhoz. Ahogy torténetileg a statisztikaban
sok elGrelépést a mez6gazdasag, az ipar,
az orvostudomany és a gazdasag igénye
vezérelt, az adatbanyaszatban jelenleg sok
fejlesztést ugyanezeknek a teriileteknek az
igénye hajt eldre.

A mezdgazdaségra fokuszalva, egy gazda-
sag életében a technoldgiai érettség kovet-
kez6, magasabb szintje, amikor a kiilonb6z6
eszkozok altal elGallitott adatot képes egy
erre a célra kialakitott rendszerben struk-
turaltan tarolni és ezek alapjan el6rejelzé-
seket adni. Az utébbi idGben elterjedtek
az olyan keretrendszerek, amelyek alkal-
masak a nagymennyiség(i, strukturalatlan
adatok, azaz Big Data tarolasara és elem-
zésére, prediktiv modellek épitésére. Ezek
a megoldasok teszik lehet6vé, hogy ebben
a nagy adattdmegben kordbban fel nem
ismert mintak, osszefiiggések keriljenek
azonositasra, amelyek hasznos informaciét
nyUjtanak a gazdak szamara. A prediktiv
(el6re jelz6) adatelemzéssel el6re jelezhetd
az egyes gépek varhatd meghibasodasi ideje
is, illetve annak jellege, és e helyzetekre a
gazdalkodok akar 3D alkatrészek nyomta-
tasaval is gyorsan reagalhatnak, igy lerovi-
dithetik a javitas miatti tényleges leallast
és veszteséget.

Egy, az adattudomanyban (Data Science,
Big Data) el6fordul6 alkalmazas a prediktiv
adatelemzés, amelynek Iényege, hogy felis-
mert dsszefliggések alapjan kategériakba
sorolva adatainkat, a multbeli 6sszefliggést
alapul véve valoszintsitiink egy jovébeli
allapotot (Bodon — Biiza, 2014). Szamos
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ilyen mez&gazdasagspecifikus probléma
1étezik, mint példaul a kiilonboz6 fajtak
kiilonb6z6 helyszineken varhat6 hozama-
nak predikcidja (Brkic, 2018). A profilozas
nem csak a vasarloi szokasok megismerése
soran lehet hasznos, hiszen a mezégazdasagi
iizemek tevékenysége is jelentGs mértékben
a gazdalkodéi déntések lenyomata, amely
messze nem véletlenszer.

A maétrixfaktorizacié 2009-ben vonta ma-
gara az informatikusok figyelmét, amikor is
a Netflix, egy internetes DVD-ko6lcsonzd és
videdszolgaltato cég hirdetett egy versenyt,
amelyben magas jutalmat igértek annak,
aki els6ként készit az 6véknél legalabb 10
szazalékkal hatékonyabb ajanlérendszert
(Funk, 2006). A Netflix rendszerében a fel-
hasznalok 1-t6l 5-ig értékelhetik a filmeket,
amelyeket mar lattak. Elvaras az ajanlo-
rendszert6l, hogy ezen osztalyzatok alapjan
meg tudja ,josolni”, hogy adott felhasznalo
egy még 4ltala nem latott filmre hiny pontot
adna, még akkor is, ha kevés adat all ren-
delkezésre. A kevés alatt értsiik azt, hogy az
adott pontokat tartalmazo felhasznalo-film
matrix alig tobb mint 1 szazaléka van kitolt-
ve. Természetesen az ajanlérendszer azokat
a filmeket fogja ajanlani a felhasznalonak,
amelyekre a predikalt érték a legmagasabb.

Kérdés, hogy hogyan kell érteni a verseny-
kifrasban szerepl§ 10 szazalékos hatékony-
sdgnovekedést. A zs(iri altaluk természete-
sen ismert adatokon tesztelte a predikciok
pontossagat az RMSE-mddszerrel, azaz a
négyzetes kdzépérték-eltéréseket hasonli-
tottak a netflixes ajanlérendszer eredmé-
nyeihez. Végul a BellKor’s Pragmatic Chaos
nevi kutatocsoport futott be gy6ztesnek,
elnyerve az 1 milli6 doll4ros jutalmat.

Megfigyelhet6, hogy nemcsak a gy&ztes,
hanem az 6sszes esélyes team az Ugyne-
vezett méatrixfaktorizaciés (MF) modszer
valamely valtozatat vagy azok kombinacio-
jat hasznalta ajanlérendszerik elkészitésé-
hez. Figyelmiinket ez a tény forditotta erre
a modszerre, tovabbéa felmerilt a kérdés,
hogy vajon az agrargazdasagban osszegytlt

adathalmazokon is tudna-e m{ikodni. Ter-
mészetesen célunk nem ajanlérendszer
fejlesztése, hanem olyan dontés-el6készit§
rendszeré, amely képes bizonyos hianyzé
adatok pontos becslésére, illetve ismert ada-
tok hitelességének ellendrzésére.

A nagy és ritka adatok problémaja ha-
sonlit az ajanlérendszerekben tapasztalt
problémara (tébb millié felhasznalé, tébb
tizezer film, viszont egy felhasznalé csak ke-
vés filmet értékel), ahol érdekes eredménye-
ket értek el latens modellek alkalmazésaval.
Ezek a modellek eléggé pontos, személyre
szabott ajanlasokat eredményeznek. Ebbdl
kifolyo6lag az alkalmazasuk megkonnyithe-
ti a dontéshozatalt fontos mez&gazdasagi
kérdésekben, mégpedig objektumok (pl.
parcellak) szintjére perszonalizalva.

Az adathiany ilyen megkdzelitésben
torténd feloldasara a mezégazdasaghoz
kapcsolddoan is talalunk az altalunk hasz-
nalt tesztlizemi adatokhoz sok tekintetben
nagyon hasonl6 adatokon végzett elem-
zést, amelynél a cél az agazatspecifikus
jovedelemeloszlasok szdmitasa (Wang et
al., 2018).

CELOK

Az els6dleges cél az adatbanyaszati
modszerek altalanos felhasznalasi lehetd-
ségének, illetve egy adott megkdzelités —
maétrixfaktorizacié — konkrét adatkérben
val6 alkalmazhatosaganak megtalalasa és
alkalmazasanak bemutatasa. A felismert
probléma az, hogy a vizsgalt adatbazis sza-
mos, késébbi elemzés szempontjabol fontos
adathianyt tartalmaz. Hidnyos adathalma-
zok esetén két alapvet( lehet6ség adodik:
kizarjuk a hidnyos eseteket vagy megpro-
bélunk becslést késziteni a hianyz6 adat-
helyekre. Ez ut6bbi cél elérése érdekében
a NAIK AKI &ltal 6sszegytijtott mezégaz-
dasagi jellegii adatokra készitettiink egy
maétrixfaktorizdci6s modellt, amely képes
arra, hogy bizonyos hianyzé adatok értékére
adjon egy approximéciot, illetve felhivja
a figyelmet olyan értékekre, amelyek nem
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yillenek” a rendszerbe. Munkank soran kiza-
rblag explicit adatokkal dolgoztunk, ami azt
jelenti, hogy ismertik a pontos értékeket,
nem kell kozvetett Gton informéciéhoz jutni.

ANYAG ES MODSZER

A matrixfaktorizaci6 1ényegének meg-
értéséhez kicsit elvonatkoztatunk a filmes
adatbazistdl, de néhany terminologiat meg-
tartunk. Példaul a felhasznal6 (user) nem
feltétleniil mozinézG6t vagy vasarlot jelent,
a tétel (item) kifejezés pedig nem feltétle-
niil valamilyen filmet vagy megvasarolhato
terméket. A mi agrarinformatikai kdrnyeze-
tinkben user a gazdalkodo vagy foldtulaj-
donos, aki adatot szolgaltat, az itemek pedig
a foldteriiletre jellemz6 adatok, példaul ho-
zam vagy mitragyakoltség. A pontozashoz

(rating) az értékeket egy o-tdl 1-ig terjedd
skéalara norméaljuk. Természetesen maga
az ajanlas (recommendation) jelentése is
maés lesz. Tekintsiik a kovetkez6 példat: az
egyik gazdalkodé nem szolgéaltatott adatot
a mitragya felhasznalasarol adott évben.
Ekkor rendszeriinkt6l elvarjuk, hogy ad-
jon egy approximaciot arra, hogy jo6 eséllyel
mennyit hasznalt.

Az Ggynevezett tartalomsz{ir6 rendszerek
hasznéalatét, ahol példaul egy rendszerben
1év6 felhasznalok kiléte nem titkos, s6t ren-
delkeziink a karakterisztikajukat pontosan
leird informéciokkal, el kellett vetniink, ada-
taink ilyen jellegii hidAnyossaga miatt. He-
lyette a kollaborativ sziirés valamely méd-
szere tiint alkalmasnak (Goldberg et al.,
1992). Két lehet8ség johetett szoba: Egyik a

I.abra
Kétdimenzios virtualis tér
(Two-dimensional virtual space)
vidam I
Toy Story Shrek Pulp Fiction
Ol ®
gyerek Doctor Who

[ 1 .

Batman -
= felnott

Paddigton

®

©
Planet Earth |
komoly

O

English Patient

Schindler’s List

Megjegyzés: felhasznilok [user] (nagybetlik bekarikazva) és filmek [item] (fehér hattér).

Forrds: sajat 0sszeillitas
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szomszédsagi modszer, amelynek l1ényege,
hogy szomszédsagi relacidkat épitenek ki
user-user vagy item-item viszonylatban.
Példaul utobbi esetben a ,Volt egyszer egy
vadnyugat” szomszédsigi halmaza tartal-
mazni fog westernfilmeket, Sergio Leone-
filmeket, illetve olyan filmeket, amelyeknek
a zenéjét Ennio Morricone szerezte.

Szamunkra a masik, az tgynevezett latens
faktor modszer valasztasa tlint legindokol-
tabbnak, amelynél a usereket és a koztik
1év6 kapcesolatokat egyaltalan nem ismerjiik.
Létrehozunk egy virtuélis (latens) teret, ahol
az objektumokat vektorokkal azonositjuk.
Azt, hogy a vektorok hova mutatnak, az 6sz-
szegylijtott informacidk alapjan dontjiik el,
amelyek tartalmazhatnak kiilonb6z6 szem-
pontok (ezek szama hatarozza meg a latens
tér dimenzidjat) szerinti értékeléseket. Két
objektum kozotti kapesolat szorossagara
valamely szempont szerint a megfelel$
vektorok skalar szorzatabdl kévetkeztettink
(Koren et al., 2009).

A matrixfaktorizacié nem mas, mint az
eszkoz, amelynek segitségével megvaldsitjuk
a megfeleld virtualis teret. Az 1. dbran egy
leegyszertsitett kétdimenzids tér lathato a
filmes példabol. A sikot két faktor altal meg-
hatarozott pontozas alapjan feszithetjik ki:
gyerekeknek sz616 kontra felntteknek sz4l16,
illetve komoly kontra vidam. Ez alapjan var-
hatjuk, hogy a C felhasznal6 szeretni fogja a
Hannibal, az English Patient és a Schindler
listaja cimf filmeket, mig utalni fogja a Toy
Storyt és a Grut. Ezekben a dimenzidkban A,
B felhasznalok és a Batman, Doctor Who és
Her filmek semlegesnek mondhatok.

A matrixfaktorizici6 tehat a gépi tanulés
(Machine Learning vagy ML) egy megva-
16sulasa, mivel egy olyan rendszert hozunk
létre, amelyet miikodése el6tt és kozben is
Ltanitani” kell. Megértéséhez tekintsiink egy
R,,., User-item méatrixot, amelynek sorai fel-
hasznalokat jelentenek, oszlopai tételeket.
Hasznaljuk tovabba a kovetkezd indexeket:
1<u<n,1<is<m. EKKorr,jelenti azt az
u felhasznaldra és i tételre vonatkozo érté-

ket, amelyet az adatgy(ijtésbdl (pontozas)
kapunk. A gyakorlatban ez a méatrix ritka,
altalaban az adatok tébb mint 95 sz&zaléka
hianyzik. A MF-modell célja, hogy a hianyzé
értékekre minél pontosabb becslést adjunk
(Moreiraet al., 2018).

Valdjadban nem igazi faktorizaciorol van
sz0, s6t matematikai értelemben R nem is
egy matrix, hiszen a nagy része hianyzik.
Mondhatnank inkabb, hogy szeretnénk egy
R matrixot csinélni, de még nincs kész, mert
épp most irjuk bele a szamokat. Az igaz,
hogy két matrix szorzatat fogjuk vizsgalni,
de ez korantsem lesz egyenld R-rel. Akkor
mi az Osszefliggés? Tehat készitlink W,
és egy H,  matrixot, amelyekben a w, €
R vektort az u felhasznaléhoz, mig a h, €
R“vektort az i tételhez rendeljik. w, és h,
jelenti rendre az u felhasznélé, illetve h té-
tel j-edik jellemzGjéhez rendelt értéket. k a
jellemzd8k (faktorok) szdma, azaz a virtualis
terlink k dimenzids lesz, amelyben aw  és
h, vektorok skal4rszorzata mutatja meg a
virtuélis térben az u és h kozti kapcsolatot.
A filmes példa nyelvére leforditva tehat k
tulajdonsag mentén feszitjiik ki a virtualis
teret, amelyben a fent emlitett skalarszorzat
approximalja azt a pontszdmot, amelyet u
felhasznalé az i filmre adna:

Ty & Ty = ay 'h;r = Zj(zl wuj' 'h;r;'- Q)
A legnagyobb kihivast a matrix-
faktorizacional W és H elemeinek kisza-
mitésa jelenti. ,,Idealis” esetben az ismert
értékeket pontosan vissza kéne kapnunk
a szorzas utan, ami altalaban nem lehetsé-
ges, de cél, hogy az (1) approximacié minél
pontosabb legyen. Tulajdonképpen azt a
folyamatot hivjuk tanulasnak, amely soran
sbedllitjuk” adott usernek és itemnek meg-
felel6 w , h, € R* vektorok komponenseit.

Természetes moédon addédhat az otlet,
hogy hasznéljuk a jol ismert SVD (szingu-
laris értékek szerinti felbontas) modszert,
de ez ritka matrixok esetén nem miikodik
megfelelGen. Valdjaban az R matrix kez-
deti szétvagasa nem is igazan fontos, akar
véletlenszertien is torténhet. Ami igazan
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1ényeges, hogy a tanulés folyamata gyors és
pontos legyen.

A tanulés folyamata a kovetkez6képpen
képzelhet§ el. Kiindulaskor R-ben vannak
ismert adataink, illetve ismeretlenek, ame-
lyek értékét az ismertek alapjan approxi-
malni szeretnénk. Jelélje R az ismert adatok
halmazat R-ben. R-et véletlenszerden két
osztalyba (diszjunkt halmazok) soroljuk, az
egyik részhalmazt tréninghalmaznak, a
maradékot teszthalmaznak vagy prébahal-
maznak nevezzik, jeldlésben T és P, ahol
TUP=RET NnP=0. Modellinket a
tréninghalmazon tanitjuk, ami azt jelenti,
hogy egy tanul6 algoritmus ellen6rzi, hogy
az (1) kozelités ,,elég” pontos-e ezen a hal-
mazon. Az ,.elég” azt jelenti, hogy az appro-
ximaci6 hibaja egy el6re adott mérgszam
ala keriil. Egy jo tanit6 algoritmus minden
lIépésben ,javit” valamennyit W sorain és
HT oszlopain, mig a kozelités el nem éri a
kivant értéket. A tanitas mindségét le kell
ellendrizniink olyan halmazon, amelynek
értékeit pontosan ismerjuk, de a betanitott
modellnek még Gjak. Erre hasznaljuk fel a
P teszthalmazt. Ha a kozelités a teszthal-
mazon is megfelels, azaz a komplett R-en,
akkor van kész a tanitas. Ekkor joggal var-
hatjuk, hogy az R hianyz6 részeit mar kony-
nyedén approximéalhatjuk betanitott mo-
delluinkkel.

Veszteség- vagy hibafiiggvénynek nevez-
zlik a kovetkezd err: R x R - R fliggvényt,
(1) jeloléseit megtartva:

"L-n'(.r,r‘} = i, sem = Eeenltu — fu)® = el — @y -h,"}‘_(z)

Az err fuggvény értékét nevezik totélis
négyzetes hibanak is. A tanulas célja, hogy
ez az érték minél kisebb legyen. Sajnos a
tanulési folyamat kozben is talalkozunk
olyan jelenségekkel, amelyek nehezitik a
dolgunkat, amely koziil kett6t emeliink ki.

A tiltanulds (overfitting) vagy tulillesztés
problémarol akkor beszélhetiink, ameny-
nyiben egy tanul6 algoritmus a tanulési
fazisban a tanitéadatok egyedi, specialis
tulajdonségait tanulja meg, ezek alapjan
ad értéket a W, H matrixokban ahelyett,

hogy az adott teriiletre jellemz§ altalanos
szabalyszertiségeket tarna fel és hasznalna
a késGbbiekben az 1ij, ismeretlen adatok
kozelitésére. A taltanulast a betanitott ada-
tok nagysaganak korlatozasaval akadalyoz-
hatjuk meg. Ezt hivjuk regularizaciénak,
amely ugy torténik, hogy egy Ugynevezett
biintet6tagot adunk az err figgvénynek
(Paterek, 2007). Az igy kapott f fuggvény
lesz a tovabbiakban a célfiiggvényiink,
amelynek minimumat keresstik:

FO7) = Brenrua = @ RD? 4 Al 2 + 1112) - (2)

A maésik jelenség, amely hatréltatja mo-
delliink tanitasat a hideg inditasi probléma,
amely akkor jelentkezik, amikor olyan Uj
userek vagy tételek Iépnek be a rendszerbe,
amelyekrdl nincs elegend6 kollaborativ in-
formacionk. A probléma megoldasanak is-
mertetése tilmutat jelen dolgozat keretein.
Altalaban ilyenkor kombinaljak a rendszert
valamilyen tartalomsz{ir6 megoldassal, vagy
egyszerlien a ,legnépszeriibb” tételt ajanl-
jék, vagy egy atlagos predikciot. Segithet
implicit informéaciok gytjtése is, de a mi
kisérletiinkben, mint emlitettiik fentebb,
erre nem volt lehetGség.

Ha rosszul vélasztjuk meg a tréninghal-
mazt, a betanitas soran modelliink torzulast
szenvedhet. Tekintsiik ismét a filmes példéat.
Ha példaul a tréninghalmazba csupa magyar
felhasznal6t tesziink, akkor val6szintileg
élesben rosszul fogja approximélni példa-
ul az angol felhasznal6k magyar filmekre
adott pontjait. Sajnos jél megvalasztott
tréninghalmaz esetén is megfigyelhet6k
olyan trendek, hogy bizonyos felhasznalék
minden termékre nagyobb (vagy kisebb)
pontot adnak, mint masok, illetve olyan
termékek, amelyek magasabb (vagy éppen
alacsonyabb) pontszamot kapnak, mint
masok. Az el6bbi jelenséget user biasnak,
ut6bbit item biasnak nevezzik.

EREDMENYEK

A NAIK AKI altal a tesztlizemi adatbazis-
bdl elGallitott adattablaban (R) 22 107 fel-
hasznalé (user) szerepelt és 370 tétel (item).
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l. tablazat
MF modszerek hatékonysaganak 6sszehasonlitasa
(Comparison between the performances of MF methods)

Moédszer Teszt RMSE MAE CBD
SVD Plus Plus 25,7551 2,1448 0,0061
Sig SVD Plus Plus 27,9516 3,0600 0,0062
Biased Matrix Factorization 28,2384 3,4573 0,0063
Matrix Factorization 29,1810 2,9130 0,0066
User Item Baseline 37,4769 4,2637 0,0068
ItemAverage 37,6206 3,4049 0,0068
Item KNN 41,7895 3,0569 0,0078
GlobalAverage 42,5368 4,3280 0,008l
UserAverage 42,8706 4,2910 0,0083
Random 682,5347 590,7010 0,4291

Forrds: sajat 6sszeillitas

A felhasznélok pusztan egy azonositot jelen-
tettek, mig az itemek kiilonb6z6 noévényekre
vonatkoz6 mennyiségi adatok, mint példaul
» Mitragyakoltség buzara”, ,,Gépkoltség ku-
koricara”, ,,Rovarolészer-koltség arpara”,
,» Vetésteriilet repcére”, ,, Nitrogénmiitragya
mennyisége buzéara”. Ezek az adatok tekint-
het6k a tréninghalmaznak, és a kérdés az
volt, hogy ezen a halmazon betanitva egy
MF-modellt, tudunk-e a nagy sokasagra
prediktalni bizonyos hianyzo értékeket.

A netflixes adatbazishoz képest jelentds
eltérést jelent, hogy a filmeknél véletlen-
szer(ien érkeztek értékelések, ami egy olyan
maétrixot eredményezett, amely soraiban
nem pont ugyanazon a helyen voltak az iires
helyek. A felhasznalt adatbazisban pedig a
userek altalaban ugyanazokra a kérdésekre
valaszoltak a kérd&iveken, ami olyan mat-
rixot eredményezett, ahol az ilires helyek
altaldban egymas ala estek.

Arra az eredményre jutottunk, hogy egy
j6l felépitett MF-modell hatékonyan tud
tanulni a kapott NAIK AKI-s adatokon, ami
arraenged kovetkeztetni, hogy méas hasonld
nagy sokasagon is miikodhetne az eljaras. Az
nem okoz problémat, ha a nagy sokasagrol
gyudjtott adatok hidnyosak, akar 95 vagy na-

gyobb %-ban, viszont fontos kdvetelmény,
hogy ne minden usernél ugyanaz az adat
hianyozzon.

Modelliink alkalmas tovabba arra, hogy
ismert adatok esetén észreveszi a ,,gya-
nas” értékeket. Ez azt jelenti, hogy el6ze-
tesen meghatérozott érzékenység mellett
azonosithatd, ha a betanitott modell altal
approximalt érték jelent6sen eltér a beje-
lentett adattol.

A 1. tablazatban matrixfaktorizacios
modszereket hasonlitottunk 6ssze. A hiba-
ellendrzést harom kiillonb6z6 modszerrel
is elvégeztik: RMSE (Root Mean Square
Error), MAE (Mean Absolute Error) és
CBD (Capped Binomial Deviation). Min-
den programunkban az SGD (Stochastic
Gradient Descent) modszert implemental-
tuk a tanul6 algoritmusban. A konvergenci-
at, azaz a tanulés gyorsasagat (sztohasztikus
gradiens mddszerrel) mutatja a 2. bra.

A hibaprobat RMSE-vel, illetve MAE-val
végeztik, amelyek eredményét a 3. és 4. ab-
ran mutatjuk be. Amint az lathat6, az alap
MF-mddszere konvergél a leggyorsabban az
iteracios lépések fliggvényében, és a program
futésa is szignifikdnsan gyorsabb volt, mint
az SVD-vel kombinalt algoritmusok esetében.
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2.4bra
Tanulasi hatékonysag
(Learning efficiency)

40 4
35 ~
30 4
25
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15 4
10

Hiba (teszt RMSE és MAE szerint)

——— RMSE
---- MAE

Iteracidk

Forrds: sajat dsszeallitas

3.abra

Tanulasi hatékonysag 6sszehasonlitasa RMSE segitségével
(Comparison of efficiencies by RMSE)

. e
1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43
Iterdciok
-=-MF ——BMF SVD Plus Plus Sig SVD Plus Plus
Forras: sajat 6sszeallitas
KOVETKEZTETESEK szerek egyedi tulajdonsagai atiiltethet6k-e

Erdemes roviden Gsszefoglalni kisérletiink
1ényegi lépéseit informatikai, illetve mezdégaz-
dasagi szempontbdl is. A kovetkezb témaval
kapcsolatban tettlink fel kérdéseket: az ajan-
l6rendszerekben az elmult évtizedben oriasi
sikerrel alkalmazott matrixfaktoriziciés mod-

mezdgazdasagi jellegii adatokra alapozott
dontés-el6készit6 modellekbe.

Informatikai szempontboél az els6 kérdés
az volt, hogy tudunk-e implementalni olyan
matrixfaktorizaciés modellt, amely tudja
kezelni az agrargazdasagban gytjtott ada-
tokat. MezGgazdasagi szempontbol az elsé
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Tanulasi hatékonysag 6sszehasonlitasa MAE segitségével
(Comparison of learning efficiencies by MAE)

4. abra

24 T T T T T T T T T T T T T T T T T T T
1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43
Iteracidk
- ==MF —BMF SVD Plus Plus Sig SVD Plus Plus

Forrds: sajat dsszeallitas

kérdés az volt, hogy hogyan lehet ezeket az
adatokat produkalni.

Kisérletlink azt a valaszt adta, hogy a NAIK
AKI altal gytijtott adatok alkalmassa tehetGk
arra, hogy a matrixfaktorizacio ,,j6” tulajdon-
sagai atorokithet6k legyenek az agrarmodell-
re: a kész modell csekély hardverigénnyel
is megfelel6 hatékonysaggal miikodik, azaz
gyorsan tanul, az approximaciok pontosak,
a latens kapcsolatok miikodnek. Egyediil a
hyperparaméterek meghatarozasanal lehet
szlikség nagy hatékonysagu szamitasokra, de
ez a probléma csak a fejlesztési szakaszban
jelentkezik, a hasznalatot nem befolyasolja.

Mésodik f6 probléma, amely mindkét ol-
dalrol érdekes, hogy milyen kérdésekre var-
hatunk megbizhat6 valaszokat a modelltdl
és ezek értelmezhetbk-e agrarkornyezetben.

Avalaszunk az, hogy a tesztiizemi adatok
alapjan hianyz6 adatok pontos becslésére,
illetve a rendszerbe nem illeszked§ adatok
jelzésére a modell alkalmas. Ez utébbi azt
jelenti, hogy a program felhivja a figyel-
met olyan értékekre, amelyeknél fennall a
»gyanU”, hogy adatrogzitéskor hiba tértént.

Végul felmeril a kérdés, hogy eredménye-
ink kiterjeszthet6k-e a nem tesztlizemi gaz-
dasagokbol szarmazé adatbazisokra is, ame-

lyek egyik ismérve, hogy nagyon hianyosak.
A tény, miszerint a matrixfaktorizicié egyik
erénye, hogy akar 99%-os adathiany esetén
is képes mikodni, az adatgytijtés megfelel§
atstrukturalasa mellett, pozitiv valaszt igér.
A mezdgazdasigban is lezajlo digitalizacio
Uj kihivasokat jelent az adatintenziv elemzési
feladatok végrehajtasa soran. A nagy adathal-
mazok adathianya sikeresen csokkenthet6 a
matrixfaktorizaci6 segitségével. A mbdszer
szintén alkalmasnak mutatkozik az adatellen-
Grzési feladatok soran, a rendelkezésre all6 és
aprediktiv értékek 6sszehasonlitasan keresz-
tdl. Ugyanakkor a mddszer alkalmazasanak
fontos tapasztalata, hogy elkertlhetetlen a
sajatos agazati osszefliggések ismeretének
felhasznalasa. Az eredmények alapjan javasolt
a modszer més adatokon torténd tesztelése.
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Summary

APPLICATION OF DATA MINING METHODS IN AGRICULTURE — THE POSSIBLE
USE OF MACHINE LEARNING

By: Farkas Gabor — Magyar Péter — Molnar Andras — Zubor-Nemes Anna
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Digitalization, Farm Accountancy Data Network (FADN)
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The increasing application of digital technologies in agriculture raises several closely
related issues. Do we have more information just because we have more data? Do we need new
methods and approaches beyond and/or alongside classic quantitative ones? In this
article we try to provide a case study about what the possibilities of matrix-factorization
(MF) are in case of FADN data. Our results show, that a well-structured MF model can
efficiently learn using high quality dataset. One important finding is, that missing
data have systematic nature in a sense, that they happen in case of almost all agents. We found that
in the data used in agriculture: (1) missing data can be estimated with great accuracy; (2) one can
implement data quality checks. Based on the results, it is recommended to study other
data environments as well. Finally, it is important to stress, that the usability of the
method strongly depends on the proper understanding of complex contiguity and the
appropriate definition of the MF problem.





